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1. Introdução 

 

Os modelos de previsão de volatilidade são de vital importância para diversas áreas de 

pesquisa em finanças empíricas, como otimização de portfolio, gerência de risco de 

mercado e apreçamento de derivativos. 

O primeiro modelo de previsão de variância condicional no tempo nasceu de uma 

pesquisa de Robert Engle, em 1982, no artigo “Autoregressive Conditional 

Heteroscedasticity with Estimates of the Variance of United Kingdom Inflation.” O modelo 

proposto por Engle ficou conhecido como ARCH, e propiciava uma previsão um passo à 

frente da variância da série como função do tempo.  Na prática, o modelo ARCH capturava 

aglomerados de volatilidade que outros processos estocásticos não capturavam. Como 

propõe o título do artigo, foi utilizada uma série de inflação do Reino Unido para a 

estimação do modelo. Logo os econometristas da época perceberam que o ARCH também 

se aplicava a séries de retorno financeiro, já que estas também apresentavam aglomerados 

de volatilidade. 

O artigo de Bollerslev (1986) aprimora o modelo proposto por Engle (1982) e propõe 

um processo estocástico chamado GARCH - Generalized Autoregressive Conditional 

Heteroskedasticity, que também captura os aglomerados de volatilidade percebidos por 

Engle (1982), e cuja previsão é mais acurada se comparada ao ARCH. A partir daí, foram 

propostas variantes do GARCH com distribuição condicional assimétrica e de caudas 

pesadas, uma vez que estes fatos estilizados não eram levados em conta pelo GARCH 

proposto por Bollerslev (1986). Também foram propostos, para dados diários, modelos de 

volatilidade estocástica, conhecidos como SV (do inglês stochastic volatility). Há bons 

exemplos de modelos SV nos trabalhos de Taylor (1986) e de Barndorff-Nielsen e 

Shephard (2001). A estimação de modelos SV não é trivial, como sugere o trabalho de 

Alizadeh et al. (2002). 

Todos os processos estocásticos descritos aqui – SV, ARCH, GARCH e variantes – 

tratam a volatilidade da série como uma característica não-observável dela. De fato, de 

posse dos retornos diários, não é possível auferir diretamente as volatilidades diárias. É 

necessário estimar os parâmetros da equação da variância condicional e, assim, obter uma 

previsão da volatilidade. 



  7 

Através da obtenção de dados de alta freqüência – isto é, dados intradiários dos preços 

de ativos financeiros – foi possível elaborar modelos de previsão que tratam a volatilidade 

como uma variável observável. Chamamos de volatilidade realizada a raiz quadrada do 

somatório dos quadrados dos retornos intradiários de um determinado dia. 

Os modelos de volatilidade realizada permitem a incorporação de um importante fato 

estilizado das séries financeiras que os modelos de volatilidade latente não permitem. 

Existe uma baixa, porém de lento decrescimento, autocorrelação nos quadrados dos 

retornos que são associados com o excesso de curtose dos retornos – como relatam 

McAleer e Medeiros (2008). 

O trabalho de Andersen et al. (2003) elabora um método multivariado para a previsão 

da volatilidade realizada. Este modelo permite a estimação da matriz de covariâncias de 

maneira direta, já que as variâncias e covariâncias são observáveis. Ele deve levar a um 

resultado computacionalmente mais eficiente se comparado ao modelo proposto por Engle 

(2002a), que trata as covariâncias e variâncias como componentes não-observáveis. Os 

modelos multivariados são muito importantes para a prática de mercado em risk 

management e asset allocation, já que as carteiras reais apresentam muitos ativos 

diferentes. No entanto, a construção das covariâncias realizadas não é trivial; ela necessita 

de estimadores sofisticados e de uma base de dados extremamente específica. 

O presente trabalho tratará de modelos de previsão univariados para volatilidade 

realizada e para volatilidade latente. Realizaremos a comparação entre dois modelos: HAR 

- Heterogeneous Autoregressive - para volatilidade realizada e GARCH para volatilidade 

latente. 

O modelo HAR será estimado pelo método denominado Mínimos Quadrados 

Ordinários. Já o modelo GARCH será estimado pelo método de Máxima Verossimilhança. 

Ambas as estimações serão implementadas por algoritmos computacionais através do 

software MATLAB. 

A comparação entre os modelos se dará através da comparação entre os erros 

quadráticos médios das previsões. Quanto menor o erro quadrático médio, mais acurada é a 

previsão estatística. 
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De posse das volatilidades previstas, construiremos medidas de VaR para carteiras 

com um ativo. Existe evidência empírica de que a distribuição dos retornos padronizados 

pela volatilidade realizada prevista um passo à frente tem caudas pesadas.  

Segundo Giot e Laurent (2004), modelos de volatilidade realizada e latente não 

apresentam significativa diferença estatística na previsão de Value-at-Risk para horizontes 

de 1 dia de uma carteira com apenas um ativo. O presente trabalho pode servir como uma 

extensão ou negação desse resultado, dependendo da análise de VaR advinda das previsões 

de volatilidade. 
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2. Volatilidade Realizada 

 

2.1 Definições 

 

Supondo que o logaritmo do preço de um determinado ativo siga um processo 

estocástico de difusão em tempo contínuo, temos:  

 

( ) ( ) ( ) ( ),dp t t d t dW t             0 1, 1,2,...,t    

 

onde:  

 

( )p t   logaritmo do preço no tempo ( )t   

( )t   componente de drift 

( )t   volatilidade instantânea  

( )W t  movimento browniano padrão 

 

Suponha ( )t  ortogonal a ( )W t  . Dessa forma, não há leverage effect. 

Segundo McAleer e Medeiros (2008), os retornos diários, definidos como 

( ) ( 1)tr p t p t   , têm distribuição condicional Normal em 

  1

0
( 1), ( 1)t t t




    


        onde t  é a σ-álgebra gerada pelas sample paths de 

( 1)t    e ( 1)t   , 0 1  , tal que: 

 

 1 1 2

0 0
~ N ( 1) , ( 1)t tr t d t d            

 

Definimos 
1 2

0
( 1)tIV t d      como integrated variance, que é uma medida da 

variância ex-post no dia t. A integrated variance representa uma medida da verdadeira 

variância diária. 
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2.2 Amostragem 

 

Ainda de acordo com McAleer e Medeiros (2008), existem quatro principais métodos 

de amostragem para a volatilidade realizada. São eles: 

 

(i) Calendar Time Sampling (CTS): intervalos de tempo são eqüidistantes. Os preços 

podem ser amostrados de 5 em 5 minutos, ou de 15 em 15 minutos, por exemplo. Como os 

dados intradiários são espaçados de maneira irregular, a amostragem por CTS é construída, 

na maioria dos casos, de forma artificial. 

 

(ii) Transaction Time Sampling (TrTS): Preços  são amostrados a cada m-ésimo negócio. 

 

(iii) Business Time Sampling (BTS): Os intervalos de tempo da amostragem são escolhidos 

de forma que ,
t

i t
t

IV
IV

n
 , onde tn  é o número total disponível de retornos intradiários e 

,i tIV  é a integrated variance com limite de integração inferior igual a 1i   e superior igual a 

i ; i  representa o tempo de observação do i-ésimo preço intradiário. 

 

(iv) Tick Time Sampling (TkTS): Preços  são amostrados a cada negócio. 

 

Neste trabalho, a integrated variance foi estimada de acordo com um método do tipo 

Tick Time Sampling proposto no artigo de Barndorff-Nielsen et al. (2008). O artigo propõe 

um estimador consistente para a integrated variance, através da construção da variância 

realizada com a utilização de dados de preço a cada negócio.  
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3. Evidências Empíricas e Fatos Estilizados 

 

3.1 Revisão da Literatura 

 

Segundo Engle (2004), a hipótese de normalidade para a distribuição condicional dos 

retornos, que é feita na estimação de vários modelos do tipo ARCH, GARCH ou de 

volatilidade estocástica, não se confirma para as séries reais. Para os dados de retorno do 

índice S&P 500 utilizados por Engle, verifica-se um coeficiente de curtose igual a 6.5 para 

a distribuição dos retornos padronizados pela volatilidade prevista. O modelo utilizado para 

a previsão da volatilidade foi o TARCH, proposto por Zakoian (1994), e que se diferencia 

do ARCH por supor uma distribuição condicional assimétrica. O coeficiente de curtose 

estimado igual a 6.5 é uma evidência empírica de que as caudas da distribuição condicional 

dos retornos são mais pesadas do que uma distribuição Normal suporia. 

Giot e Laurent (2004) mostram que, para dados de retorno dos índices CAC40 e S&P 

500 e das taxas de câmbio de YEN por Dólar e de DEM por Dólar, não há evidência 

empírica de normalidade para a distribuição condicional dos retornos quando a previsão é 

feita por modelos de volatilidade realizada. Portanto, para previsões de perda como o 

Value-at-Risk, as medidas de volatilidade realizada precisam ser combinadas com 

distribuições de probabilidade adequadas, com caudas mais pesadas que a Gaussiana e com 

função de densidade assimétrica em relação à média. 

Um fato estilizado interessante da literatura de volatilidade realizada é que a 

distribuição dos retornos padronizados pela volatilidade realizada ex-post tem distribuição 

muito próxima da Normal. No entanto, em um contexto de modelos de previsão, tal fato 

estilizado raramente tem implicações interessantes, uma vez que a volatilidade realizada ex-

post no dia t não é conhecida no momento em que fazemos a previsão, isto é, no dia (t-1). 

Outro fato estilizado desta literatura é o fato da distribuição do logaritmo da variância 

realizada apresentar uma distribuição muito próxima da Normal. Tal fato corrobora para a 

utilização de distúrbios aleatórios gaussianos em modelos do tipo ARFIMA - 

Autoregressive Fractionally Integrated Moving Average - e HAR - Heterogeneous 

Autoregressive. 
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Segundo Scharth e Medeiros (2006), Fernandes, Medeiros e Scharth (2007),   Bandi e 

Perron (2006), Poon e Granger (2003) e ABDL (2003), existe evidência empírica de 

memória longa nas séries de tempo do logaritmo da variância realizada. Por essa razão, os 

modelos ARFIMA, HAR e variantes têm sido usados com freqüência em sua modelagem.  

 

3.2 Estatísticas Descritivas 

 

Na tabela a seguir, pode-se observar os 4 primeiros momentos das séries de retorno, 

da variância realizada e do logaritmo natural da variância realizada do índice americano 

S&P 500. Os momentos foram calculados utilizando-se três subamostras distintas. A 

primeira vai de 2 de janeiro de 1996 até 31 de dezembro de 2001 e contém 1484 

observações. A segunda, de 2 de janeiro de 2002 a 29 de março de 2007, contendo 1312 

observações. A terceira subamostra engloba as duas anteriores: começa em 2 de janeiro de 

1996 e termina em 29 de março de 2007,  possuindo 2796 observações. 

 

 

Estatística Retorno RV log(RV)
(1996-2001)

Média 0.023 1.050 -0.316
Variância 1.398 1.331 0.711
Assimetria -0.308 4.348 0.032

Curtose 6.130 32.070 3.264
(2002-2007)

Média 0.013 0.766 -0.740
Variância 0.997 1.219 0.793
Assimetria 0.163 5.374 0.622

Curtose 6.394 46.345 3.375
(1996-2007)

Média 0.018 0.917 -0.515
Variância 1.209 1.298 0.794
Assimetria -0.144 4.704 0.267

Curtose 6.377 37.043 3.010

 

Tabela 1 - Estatísticas Descritivas do índice S&P 500 
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Foram estimados os mesmos momentos para dados do índice FTSE, do mercado 

inglês. A primeira subamostra vai de 2 de janeiro de 1996 a 31 de dezembro de 2001 e 

contém 1493 observações. A segunda subamostra vai de 2 de janeiro de 2002 a 28 de 

dezembro de 2007 e contém 1508 observações. A terceira subamostra começa em 2 de 

janeiro de 1996 e termina em 28 de dezembro de 2007, contendo 3001 observações. 

 

Estatística Retorno RV log(RV)
(1996-2001)

Média -0.008 1.395 -0.202
Variância 1.222 6.577 1.027
Assimetria -0.186 11.969 -0.090

Curtose 4.453 229.669 3.518
(2002-2007)

Média 0.004 1.040 -0.573
Variância 1.092 3.750 1.021
Assimetria -0.266 10.184 0.598

Curtose 7.484 182.899 3.259
(1996-2007)

Média -0.002 1.217 -0.389
Variância 1.157 5.186 1.058
Assimetria -0.224 11.708 0.243

Curtose 5.824 233.381 3.126

 

Tabela 2 - Estatísticas Descritivas do índice FTSE 

 

 As séries do logaritmo da variância realizada apresentam coeficiente de assimetria 

próximo de zero e coeficiente de curtose próximo de 3, o que corrobora para a hipótese de 

normalidade presente na literatura, como é relatado na seção 3.1. 

 As séries de retorno apresentam coeficiente de curtose maior do que 3, chegando a 

7.48 na segunda subamostra do índice FTSE. Com efeito, o fato estilizado mais conhecido 

no ramo da econometria financeira é a presença de caudas pesadas nas distribuições 

incondicionais dos retornos. 

 A seguir, podemos ver histogramas que parecem confirmar a não-normalidade da 

série de retornos e a aparente normalidade da série do logaritmo da variância realizada. 

 Para a construção dos histogramas, foram utilizadas as 2796 observações do índice 

S&P 500 e as 3001 observações do índice FTSE. 
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 Foram estimados os 4 primeiros momentos da série de retornos padronizados pela 

volatilidade realizada e pela volatilidade prevista pelo modelo HAR. A distribuição dos 

retornos padronizados pela volatilidade realizada parece ser bem próxima da Normal. O 

mesmo não ocorre quando os retornos são padronizados pela volatilidade prevista pelo 

modelo HAR. 

 

Estatística Ret / vol_realiz Ret / vol_prev
(2002-2007) (HAR)

Média 0.0662 0.012
Variância 1.2593 1.2008
Assimetria 0.0554 -0.3131

Curtose 2.6042 4.3258  

Tabela 3 – Momentos dos retornos padronizados – S&P 500 
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Estatística Ret / vol_realiz Ret / vol_prev
(2002-2007) (HAR)

Média 0.079 0.009
Variância 0.997 0.969
Assimetria 0.041 -0.301

Curtose 2.522 3.259  

Tabela 4 – Momentos dos retornos padronizados – FTSE 

 

 

FTSE 

-4 -2 0 2 4
0

50

100

150

200

250

300
Ret / vol-realiz

-4 -2 0 2 4
0

100

200

300

400

500
Ret / vol-prev-HAR
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4. Estimação da Volatilidade e do Value-at-Risk com Distribuição 

Gaussiana 

 

4.1 Value-at-Risk 

 

O Value-at-Risk com nível de significância α e horizonte de previsão k é a perda 

máxima esperada de uma carteira para k períodos à frente, com (1- α)% de confiança. Neste 

trabalho, focaremos na previsão de VaR para 1 dia à frente; isto é, assumiremos k = 1. 

De acordo com a metodologia riskmetrics, temos: 

 

~ N(0,1)t

t

R


 , onde: 

 

tR  retorno no dia t 

t  previsão da volatilidade para t dado (t-1) 

 

 

 Pr ttR Z     , onde Z  é o quantil de α % da Normal-padrão. 

 

%
1dia tVaR Z    

 

 

4.2 Modelo de Volatilidade Realizada: HAR 

 

O modelo HAR – Heterogeneous Autoregressive – foi proposto por Corsi (2004). 

 

       0 1 1 2 1, 3 1,log log log log ,t t t w t m tRV RV RV RV            

 

onde: 
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~ . . .t i i d  2N 0,  

5

1,
1

1

5t w t j
j

RV RV 


   

22

1,
1

1

22t m t j
j

RV RV 


   

 

A estimação do HAR foi feita pelo método de Mínimos Quadrados Ordinários. A 

primeira previsão é feita para o dia (N1+1), onde N1 é o índice da série que representa o 

último dia de negócios do ano de 2001. A seguir, pode-se observar uma comparação entre a 

volatilidade realizada – em azul – e a previsão da volatilidade realizada – em verde – para 

as séries dos índices S&P 500 e FTSE. 

De posse das previsões de volatilidade, estimamos o Value-at-Risk com horizonte de 

1 dia e nível de significância de 1%. Foi utilizada a hipótese de normalidade para a 

distribuição condicional dos retornos.  
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No caso do índice S&P 500, houve 23 dias da amostra entre 2002 e 2007 em que o 

retorno observado foi menor do que o VaR previsto. Como o número de observações entre 

2002 e 2007 é igual a 1312, concluímos que o retorno observado foi menor do que o VaR 

em 1.75% dos dias. Dado o nível de significância de 1%, esperávamos que a perda 

ultrapassasse a medida de VaR em 1% dos casos, em média. No caso do índice FTSE, o 

número de dias em que a perda foi maior do que a prevista foi 24, de um total de 1508 

observações. Portanto, em 1.59% dos casos a perda efetiva superou o VaR previsto. 

Ao estimar o VaR de 1 dia com nível de significância de 5%, observamos que, no 

caso do S&P 500, em 80 dias a perda efetiva superou a prevista; isto é, em 6.10% dos casos 

o retorno foi menor do que o VaR. No caso do FTSE, foram 84 dias em que isso ocorreu, 

totalizando 5.57% dos casos. 

 

4.3 Modelo de Volatilidade Latente: GARCH 

  

O processo estocástico GARCH(p,q) foi proposto por Bollerslev (1986). 

 

1/2 ,t t tR h   ~ . . .t i i d  N 0,1  

2
j t j

1 1

h
p q

t j t j
j j

h R   
 

     

 

Considere p = q = 1. Então, temos: 

 

1/2 ,t t tR h   ~ . . .t i i d  N 0,1  

2
t 1 1ht th R       

 

 

A seguir, pode-se observar o gráfico da volatilidade dos retornos prevista pelo 

GARCH(1,1) e o gráfico do VaR de 1 dia com nível de significância de 1% que utiliza esta 

previsão. 
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Para o índice S&P 500, observamos que a perda efetiva superou a esperada em 11 

dias, isto é, em 0.84% dos casos, para um nível de significância de 1%. Para um nível de 

significância de 5%, tal fenômeno ocorreu em 57 dias, ou seja, em 4.34% dos casos. 

Para o índice FTSE, observamos que o retorno foi menor do que o VaR em 23 casos 

de um total de 1508. Isto é, em 1.53% dos dias a perda efetiva superou a prevista, para um 

nível de significância de 1%. Utilizando um nível de significância de 5%, o número total de 

dias em que o retorno foi menor do que o VaR foi igual a 84, ou seja, 5.57% dos casos. 
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5. Comparação entre os Modelos de Volatilidade 

 

5.1 Previsão da Volatilidade 

 

S&P 500 FTSE

HAR 0.205 0.294

GARCH 0.299 0.333

 

Tabela 5 – Root Mean Squared Error 

 

Os resultados relativos à comparação entre os modelos de volatilidade feita pelo 

cálculo da raiz quadrada do erro médio quadrático estão em consonância com a literatura. 

Tanto para os dados do S&P 500 como para os dados do FTSE, o modelo HAR, que utiliza 

dados de alta freqüência para a previsão da volatilidade, apresenta previsão estatística mais 

acurada se comparado ao GARCH, modelo de volatilidade latente que utiliza dados de 

retorno diário. 
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5.2 Previsão do Value-at-Risk 
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FTSE 
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VaR 1% 5%
(S&P 500)

HAR 1.75% 6.10%
GARCH 0.84% 4.34%
(FTSE)
HAR 1.59% 5.57%

GARCH 1.53% 5.57%  

Tabela 6 – Percentual de retornos abaixo do VaR 

 

  

A tabela acima mostra a fração de dias em que a perda efetiva superou o VaR para os 

índices S&P 500 e FTSE, utilizando os modelos de volatilidade HAR e GARCH(1,1). 

As previsões de volatilidade do GARCH(1,1) ficaram, sistematicamente, acima da 

volatilidade realizada. No caso do índice S&P 500, essa diferença é bastante grande. Por 

essa razão, as estimativas de VaR provenientes do GARCH(1,1) ficaram maiores, o que 

permitiu a esse modelo capturar um maior número de eventos adversos. 
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6. Conclusões 

 

De acordo com os trabalhos de Scharth e Medeiros (2006) e de ABDL (2003), os 

modelos de volatilidade realizada geram uma previsão estatística mais acurada quando 

comparados aos modelos de volatilidade latente, particularmente aos da família GARCH. 

No presente trabalho, encontramos evidências empíricas que corroboram para esse fato. Ao 

compararmos os modelos HAR - proposto por Corsi (2004) - e GARCH - proposto por 

Bollerslev (1986), notamos que o erro médio quadrático advindo das previsões do HAR é 

menor do que o erro médio quadrático advindo das previsões do GARCH. 

No entanto, ao compararmos as medidas de VaR provenientes das estimativas de 

volatilidade, notamos que, para os dados do índice S&P 500, parece haver diferença 

estatística significante a favor do GARCH. Ao observarmos o gráfico da previsão do 

GARCH comparada à volatilidade realizada – seção 5.1 – notamos que as estimativas 

provenientes do GARCH parecem ficar, sistematicamente, acima da volatilidade realizada, 

que representa uma medida da verdadeira volatilidade do dia. Dessa forma, o GARCH foi 

capaz de capturar um maior número de eventos extremos na previsão do VaR. 

Segundo Giot e Laurent (2004), a abordagem riskmetrics, que pressupõe normalidade 

para a distribuição dos retornos padronizados pela volatilidade prevista, não é adequada. 

Portanto, para gerar previsões de VaR mais precisas com o modelo HAR, deveríamos supor 

uma distribuição condicional dos retornos com caudas mais pesadas do que a Normal e com 

função de densidade assimétrica em relação à média. 

Além disso, o presente trabalho não faz qualquer menção ao tratamento das jump 

diffusions. Seu correto tratamento – através da utilização de dados de anúncios 

macroeconômicos, por exemplo – pode corroborar para o aprimoramento das medidas de 

volatilidade e de VaR provenientes dos modelos HAR e GARCH. 

 

 

 

 

 

 



  25 

7. Apêndice: Algoritmos Computacionais  

 

7.1 HAR 

 

A seguir, estão disponibilizados os principais algoritmos computacionais 

programados no MATLAB para a estimação do modelo HAR por Mínimos Quadrados 

Ordinários e do VaR paramétrico que usa essa estimativa. 

 

% Heterogeneous Autoregressive  INÍCIO 

HAR.RV_prev = NaN(N,1);   % Previsão da variância realizada 

HAR.logRV_prev = NaN(N,1);  % Previsão do log da variância realizada 

HAR.vol_prev = NaN(N,1);   % Previsão da volatilidade realizada 

HAR.r_std_prev = NaN(N,1);  % Retorno padronizado pela vol_prev 

p = 22;      % p primeiras observações  

for k=1:N2     % Índice dinâmico da amostra 

M = (N1-p) + (k-1);   % tamanho da amostra utilizada na estimação 

if k==1 

i=1; 

end 

% Construção do regressando y e dos regressores x1, x2 e x3 INÍCIO 

while i<=M 

HAR.MQO.y(i,1) = dados.RV(i+p,1); 

HAR.MQO.logy(i,1) = log(dados.RV(i+p,1)); 

HAR.MQO.x1(i,1) = log(dados.RV(i+p-1,1)); 

media_movel = 0.0; 

for j=1:5 

media_movel = media_movel + dados.RV(i+p-j,1); 

end 

media_movel = media_movel/5; 

HAR.MQO.x2(i,1) = log(media_movel); 

media_movel = 0.0; 
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for j=1:22 

media_movel = media_movel + dados.RV(i+p-j,1); 

end 

media_movel = media_movel/22; 

HAR.MQO.x3(i,1) = log(media_movel); 

i=i+1; 

end 

% Construção do regressando y e dos regressores x1, x2 e x3 FIM 

 

% Estimação por MQO INÍCIO 

HAR.MQO.X = [ones(size(HAR.MQO.x1))  HAR.MQO.x1  HAR.MQO.x2  

HAR.MQO.x3]; 

[HAR.MQO.b,HAR.MQO.bint,HAR.MQO.r,HAR.MQO.rint,HAR.MQO.stats] = 

regress(HAR.MQO.logy,HAR.MQO.X); 

% Estimação por MQO FIM 

 

% Regressores utilizados na previsão um passo à frente INÍCIO 

HAR.MQO.x1_prev = log(dados.RV(N1+k-1,1)); 

media_movel = 0.0; 

for j=1:5 

media_movel = media_movel + dados.RV(N1+k-j,1); 

end 

media_movel = media_movel/5; 

HAR.MQO.x2_prev = log(media_movel); 

media_movel = 0.0; 

for j=1:22 

media_movel = media_movel + dados.RV(N1+k-j,1); 

end 

media_movel = media_movel/22; 

HAR.MQO.x3_prev = log(media_movel); 

% Regressores utilizados na previsão um passo à frente FIM 
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% Construção da Previsão um passo à frente  INÍCIO 

HAR.logRV_prev(N1+k,1) = HAR.MQO.b'*[1 HAR.MQO.x1_prev 

HAR.MQO.x2_prev HAR.MQO.x3_prev]'; 

for j=1:M 

HAR.MQO.logy_prev(j,1) = HAR.MQO.b'*[1 HAR.MQO.x1(j,1) 

HAR.MQO.x2(j,1) HAR.MQO.x3(j,1)]'; 

HAR.MQO.m(j,1) = exp(HAR.MQO.logy_prev(j,1)); 

end 

HAR.alfa0 = regress(HAR.MQO.y,HAR.MQO.m); 

HAR.RV_prev(N1+k,1) = HAR.alfa0*exp(HAR.logRV_prev(N1+k,1)); 

HAR.vol_prev(N1+k,1) = sqrt(HAR.RV_prev(N1+k,1)); 

HAR.r_std_prev(N1+k,1) = dados.r(N1+k,1)/HAR.vol_prev(N1+k,1);  

% Construção da Previsão um passo à frente  FIM 

 

end 

clear media_movel i j k M; 

 

% Heterogeneous Autoregressive  FIM 

 

% Construção do VaR Normal de 1 dia com HAR  INÍCIO 

HAR.VaR.perda_prev = NaN(N,1); 

HAR.VaR.SDFM = 1.645;   % alfa=5%  

HAR.VaR.contador = 0; 

for i=N1+1:N 

HAR.VaR.perda_prev(i,1) = (-1)*HAR.VaR.SDFM*HAR.vol_prev(i,1); 

if (dados.r(i,1)<HAR.VaR.perda_prev(i,1)) 

HAR.VaR.contador = HAR.VaR.contador + 1; 

end    

end 

HAR.VaR.porcent = HAR.VaR.contador/N2; 

% Construção do VaR Normal de 1 dia com HAR  FIM 
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7.2 GARCH  

 

% Estimação da vol pelo GARCH(1,1) INÍCIO 

GARCH.Spec = garchset('C',0,'P',1,'Q',1,'Display','off'); 

GARCH.vol_prev = NaN(N,1); 

GARCH.mean_prev = NaN(N,1); 

for i=N1:N-1 

[GARCH.Coeff, GARCH.Errors, GARCH.LLF, GARCH.Innovations, 

GARCH.Sigmas, GARCH.Summary] = garchfit(GARCH.Spec,dados.r(1:i,1)); 

[GARCH.sigmaForecast,GARCH.meanForecast]= 

garchpred(GARCH.Coeff,dados.r(1:i,1)); 

GARCH.vol_prev(i+1,1) = GARCH.sigmaForecast; 

GARCH.mean_prev(i+1,1) = GARCH.meanForecast; 

end 

% Estimação da vol pelo GARCH(1,1) FIM 

 

% Construção do VaR Normal utilizando GARCH(1,1) INÍCIO 

GARCH.VaR.perda_prev = NaN(N,1); 

GARCH.VaR.SDFM = 1.645;  % alfa=5%  

GARCH.VaR.contador = 0; 

for i=N1+1:N 

GARCH.VaR.perda_prev(i,1) = (-1)*GARCH.VaR.SDFM*GARCH.vol_prev(i,1); 

if (dados.r(i,1)<GARCH.VaR.perda_prev(i,1)) 

GARCH.VaR.contador = GARCH.VaR.contador + 1; 

end    

end 

GARCH.VaR.porcent = GARCH.VaR.contador/N2; 

% Construção do VaR Normal utilizando GARCH(1,1) FIM 
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